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Özetçe

Yapay sinir ağları (YSA), yapay zeka biliminin en çok ilgi çeken ve laboratuarlardan çıkarak insan hayatının vazgeçilmez bir parçası haline gelmiş teknolojilerden birisidir. YSA, insan beyinin özelliklerinden olan öğrenme yolu ile yeni bilgiler türetebilme, yeni bilgiler oluşturabilme ve keşfedebilme gibi yetenekleri bilgisayarlara kazandıran sistemlerdir. YSA, farklı disiplinlerdeki karmaşık problemlerin çözümlenmesinde kabul gören ve uygulamalarda sıklıkla yer alan modelleme araçları haline gelmiştir.

Bu çalışmada, üç farklı algoritma ile eğitilen çok katmanlı algılayıcı (ÇKA), koordinat bilgisine göre oluşan şeklin ve en-boyut mesafesinin saptanmasında kullanılmış ve en başarılı algoritma belirlenmiştir. ÇKA ağlarının eğitiminde kullanılan en yaygın yöntem geriye yayılım algoritmasıdır. CG (Fletcher-Reeves Conjugate Gradient), GD (Gradient Descent) ve LM (Levenberg-Marquardt) olmak üzere farklı üç öğrenme algoritması kullanılmıştır. Çok katmanlı algılayıcının eğitimi ve testi, veri tabanında yer alan farklı örüntüler ile yapılmıştır. Performans belirleyiciler ile çok katmanlı algılayıcılar değerlendirilmiş ve sonuçlar şeklin ve en-boyut mesafesinin  saptanmasında GD yönteminin en başarılı ÇKA eğitim algoritması olduğunu göstermiştir.
1. Giriş
Karar verme çok yönlü bir işlemdir ve amaç doğru saptama yapılmasıdır. Bu amaca ulaşmak için uygun verinin bulunması, verinin özelliklerinin çıkarılması ve yeni verinin analizinin yapılması gerekmektedir. Günümüzde, karar verme işleminde çeşitli istatistiksel teknikler ile veriler işlenmektedir. Verinin karmaşıklığı ve boyutunun artması durumunda veri analizi için bilgisayarların kullanımı gerekli olmaktadır. İstatistiksel analizlerin bilgisayar ile yapılmasının yanı sıra bilgisayar destekli veri sınıflama, YSA uygulamaları arasında yer almaktadır. Son zamanlardaki gelişmeler incelendiğinde, bilgisayar destekli karar verme uygulamalarına yönelik çalışmalarda artış olduğu görülmektedir. Girişlerin belirsiz olması ve değişkenlik göstermesi durumunda, YSA veri sınıflamada başarılı olduğu görülmektedir [1-2].

YSA girişleri (sistemin bağımsız değişkenleri) çıkışlar (bağımlı kestirilen değişkenler) ile ilişkilendirerek karmaşık, doğrusal olmayan modeller oluşturur. YSA’nın modelleme ve karar verme işlemlerinde kullanılan en önemli araçlardan olmasının nedeni, sınırlı ve tamamlanmamış olan veri tabanlarından en iyi sonucu çıkarabilmesi ve farklı eğitim algoritmaları ile eğitilmeleri durumunda başarının artırılabilmesidir. 

Farklı disiplinlerdeki problemlerin çözümlenmesinde kullanılabilen YSA için farklı ağ mimarileri ve farklı eğitim algoritmaları geliştirilmiştir. YSA’nın uygulamalarında önemli bir yeri olan ÇKA, birçok sezim ve kestirim işlemlerini yürütmek için kullanılan parametrik olmayan bir tekniktir. ÇKA eğitimi için farklı eğitim algoritmaları kullanılabilmektedir. Bu çalışmada CG, GD ve LM algoritmaları ÇKA’nın eğitilmesinde kullanılmıştır.
Bu çalışmada, koordinat bilgileri ile oluşan şeklin ve en-boyut mesafesinin saptanması için ÇKA ağları üç farklı algoritma ile eğitilmiştir. Geri yayılım ve geri yayılım algoritması ile ilişkisi tanımlı olan CG, GD ve LM algoritmaları çalışılmış olan üç algoritmadır. Çok katmanlı algılayıcı ağının geliştirilmesinde MATLAB program paketi kullanılmıştır. Analizler için Pentium(R)-4, CPU-2.66GHz, 512-RAM donanımlı bir PC kullanılmıştır.
2. Koordinat Bilgisinin ÇKA Ağının Girişinde Kullanımı
Örüntüler kendi içerisinde iki boyutlu şekillerden oluşturulmuştur. Bu şekiller; çember (●), kare (■), eşkenar üçgen (▲), karo (♦), doğru () ve gürültüdür (8 rasgele nokta). Toplam 6 farklı tipte şekil olup, her bir şekil için 1000 örüntü kullanılmıştır. Böylelikle, ÇKA ağının eğitim ve testinde kullanılmak üzere toplam 6000 örüntü kullanılmıştır.  
Her şeklin genişliği rasgele 100 ile 1000 birim aralığında oluşturulmuştur. Her şekil, saat yönünde toplam 8 noktadan oluşturulmuştur. Örneğin, bir kare örüntüsünün nasıl oluşturulduğuna ilişkin örnek bir akış, Şekil 1’de gösterilmiştir. Şekiller 10,000x10,000 grid sisteminde rasgele konumlandırılmıştır. Toplam 8 koordinat bilgisi ağın girişine uygulandığından, ağın giriş katındaki toplam nöron sayısı 16 dır. Çıkış katmanı ise toplam 7 nörondan oluşur (6 şekli temsilen 6 nöron ve oluşan şeklin en-boyut mesafesini temsilen 1 nöron). Bu çalışmada bir (16xN1x7) ve iki gizli (16xN1xN2x7) katmanlı ağ mimarileri üzerinde çalışılmıştır. Gizli katman(lar)daki nöron sayısı (N1 ve N2) ise denem yanılma yöntemi ile saptanmış olup, bir sonraki aşamada detayları açıklanmıştır.
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Şekil 1: Bir karenin oluşturulmasında noktaların dağılımı
3. Yapay Sinir Ağları
ÇKA ağları, giriş nöronlarının bulunduğu giriş katmanı, çıkış nöronlarının bulunduğu çıkış katmanı ve bir veya daha fazla gizli katmandan oluşur. Doğrusal olmayan problemlerin çözümlenmesinde giriş katmanı ile çıkış katmanı arasında ilave katman(lar) yer alır ve tek gizli katmanlı ağ mimarisine bir örnek Şekil 2’de gösterilmiştir. Sinir ağlarının mimarisinde gizli katman sayısının belirlenmesi oldukça önemlidir. Giriş ve çıkış katmanlarının oluşturulmasından farklı olarak ağ mimarisi gerçekleştirilirken gizli katman sayısı hakkında ön bilgi olmadan işleme başlanır. Birkaç gizli nöronu olan ağ karmaşık örüntüleri ayırt edememektedir çünkü sadece doğrusal kestirim yapabilmektedir. Bunun yanı sıra, gizli nöron sayısının fazla olması ağın genelleştirme yapmasını engellemektedir. Gizli katman sayısının artırılması durumunda ağın eğitimi için geçen süre artmaktadır. Genellikle ağ mimarilerinin oluşturulmasında, deneme yanılma yöntemi ile uygun olan gizli katman sayısı tespit edilir [3,4]. Bu çalışmada yer alan ÇKA ağ mimarileri bir ve iki gizli katmandan oluşmuştur ve gizli katmandaki nöron sayısı deneme yanılma yöntemi ile belirlenmiştir. Yapılan testler sonucu en yüksek performansı gösteren ağ mimarisi 16x25x45x7 (giriş nöron sayısı × 1.gizli katmanda yer alan nöron sayısı × 2.gizli katmanda yer alan nöron sayısı ×çıkış nöron sayısı) olarak bulunmuştur (N1=25, N2=45).
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Şekil 2: Çalışmada kullanılan tek gizli katmanlı ÇKA mimarisi
ÇKA mimarisinde gizli katmandaki j indisli her bir nöron, 
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 giriş işaretini bağlantının ağırlığı 
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  ile çarptıktan sonra toplar ve 
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 çıkışını toplamın fonksiyonu olarak şu şekilde hesaplar:
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Burada, f aktivasyon fonksiyonudur ve nöronlardaki işaretlerin ağırlıklı toplamlarını dönüştürmek için gerekmektedir. Bu çalışmada, giriş, gizli ve çıkış katmanlarında aktivasyon fonksiyonu olarak sıfır ile bir aralığında değişen ve iki önemli özelliği olan sigmoid fonksiyonu kullanılmıştır. Sigmoid fonksiyonu doğrusal değildir ve ağ girişlerinin çıkış vektör uzaylarına karmaşık dönüşümünü yapabilmektedir. Ayrıca, sürekli bir fonksiyondur ve türevi alınabilmektedir. Böylece, ağırlıkların ayarlanmasında kullanılan hatanın değişim ölçüsü elde edilebilmektedir. Çıkış nöronunun istenilen değeri ve gerçek değeri arasındaki farkın toplamının karesi, E, şu şekilde ifade edilir:
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Bağıntıda, j indisli çıkış nöronunun istenilen değeri 
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 olarak ve çıkış nöronunun gerçek değeri
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olarak belirtilmiştir. ÇKA ağı, ağın çıkışındaki hatayı hesaplar ve hatayı azaltmak için nöronların ağırlıklarını yeniden düzenler. Her bir 
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 ağırlığının yeniden düzenlenmesinde ağırlıklara 
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 eklenir. 
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’nin hesaplanması eğitim algoritmasına bağlıdır [3,4]. Bu çalışmada  CG, GD ve LM algoritmaları ÇKA’ nın eğitilmesinde kullanılmıştır.
4. Uygulama Sonuçları 
Ağın çıkış nöronları Tablo 1’de gösterildiği şekilde tanımlanmıştır. Tabloda görüldüğü üzere, çıkış katmanındaki her nöron bir şekli temsil etmektedir. İlk 6 nöron, 6 şekli temsil eder. Yedinci nöron en-boyut mesafesini temsil eder ve ağ çıkışı (0 , 1) değer aralığındadır (Tablo 1). 
Tablo 1: Çıkış katmanındaki nöronların tanımları
	Çıkış Katman
	Çember
	Kare
	E. üçgen
	Karo
	Doğru
	Gürültü

	1. Nöron Çıkışı
	1
	0
	0
	0
	0
	0

	2. Nöron Çıkışı
	0
	1
	0
	0
	0
	0

	3. Nöron Çıkışı
	0
	0
	1
	0
	0
	0

	4. Nöron Çıkışı
	0
	0
	0
	1
	0
	0

	5. Nöron Çıkışı
	0
	0
	0
	0
	1
	0

	6. Nöron Çıkışı
	0
	0
	0
	0
	0
	1

	7. Nöron Çıkışı
	X
	X
	X
	X
	X
	X


X, (0 , 1) değer aralığındadır.
Eğitim ve test süreçlerinde toplam 6000 örüntü kullanılmıştır. Örüntülerin rasgele 5000 tanesi eğitim aşaması için, kalan 1000 tanesi ise test aşaması için kullanılmıştır. ÇKA ağının eğitiminde üç farklı eğitim algoritması kullanılmıştır. 
Bu çalışmada yer alan ÇKA ağ mimarileri, bir ve iki gizli katmandan oluşmuştur ve gizli katman(lar)daki nöron sayısı deneme yanılma yöntemi ile belirlenmiştir. Tablo 2’de tek gizli katmanlı ağ mimarisinin doğru saptama yüzdeleri verilmiştir. Tek gizli katmanlıda, 16x10x7 mimarisi ile LM algoritmasının en başarılı performansa sahip olduğu saptanmıştır.  
Tablo 2: Tek gizli katmanlı ağ mimarisinin eğitim ve test aşamalarına ilişkin doğru saptama oranları

	N1
	Eğitim Aşaması
	Test Aşaması

	
	CG
	GD
	LM
	CG
	GD
	LM

	
	Sekil (%)
	En
(%)
	Sekil (%)
	En
(%)
	Sekil (%)
	En
(%)
	Sekil (%)
	En
(%)
	Sekil (%)
	En
(%)
	Sekil (%)
	En
(%)

	10
	75.62
	60.48
	25.22
	61.56
	100
	99.1
	75.5
	60.2
	24.6
	62.8
	99.7
	98.3

	15
	78.46
	60.9
	21.9
	62.38
	84.32
	98.84
	80.3
	59.4
	21.4
	64.2
	83.8
	98.1

	25
	98.1
	97.32
	31.32
	62.16
	97
	97.6
	98.6
	96.4
	31.8
	63.1
	97.5
	97.2

	35
	98.78
	96.26
	34.06
	62.66
	39.08
	64.06
	99.1
	95.4
	29.4
	64
	37.7
	63

	45
	98.32
	97.04
	38.22
	62.46
	BY
	98.7
	96.1
	35.7
	64.1
	BY

	55
	98.84
	98.3
	29.78
	63.04
	
	99.2
	97.1
	28.9
	63.6
	

	65
	99.54
	97.58
	34.62
	63.98
	
	99.7
	97
	30.2
	64.1
	


Tablo 3’de ise iki gizli katmanlı ağ mimarisinin doğru saptama yüzdeleri verilmiştir. İki gizli katmanlıda, 16x25x45x7 mimarisi ile CG algoritmasının en başarılı performansa sahip olduğu saptanmıştır.  
Her üç eğitim algoritması ile ağların eğitimi sağlanmış ve elde edilen sonuçlara göre algoritmalar ve mimariler değerlendirilmiştir. ÇKA ağlarının performans analizi, eğitim performansı ve test performansı olmak üzere iki ayrı şekilde yapılmıştır.
Eğitim ve Test Performansı
Ağın eğitimi sırasında çıkış ile istenilen sonuç arasındaki farkın azaltılması için ağırlıklar eğitim algoritmasına bağlı olarak değişir. Ortalama karesel hata eğrisi, eğitim iterasyonları boyunca ağın çıkışı ile istenilen sonuç arasındaki farkın karesini gösterir. 
Ağın eğitimi sonrasında, eğitilmiş ağırlıklar ile eğitim örüntüleri test edilmiştir. Tablo 2’ de tek gizli katmanlı, Tablo 3’ de iki gizli katmalı ağların eğitimi sonucunda elde edilen eğitim başarı oranları gösterilmiştir. Eğitim aşamasında dikkati çeken noktalar aşağıda belirtilmiştir. 
a) En-boyut mesafesinin doğru saptanması, ağın genel başarı oranını yansıtır.  En-boyut mesafesinin doğru saptama oranı, şekil saptama oranına göre daha düşük bir düzeydedir. 
b) En iyi performansa sahip yapılar; 16x10x7 mimarisi ile LM algoritması (Şekil %100, En %99.1) ve 16x25x45x7 mimarisi ile CG eğitim algoritmasıdır (Şekil %99.62, En %100).
c) Hem tek hem de iki gizli katmanlı ağların eğitiminde en kötü performansa sahip olan eğitim algoritmasının GD olduğu saptanmıştır. Bu saptama sadece bu veri kümesi için geçerlidir.
d) LM eğitim algoritmasının bilgisayarda koşturulması ile bilgisayarda bellek yetersizliği (BY) görülmüştür. Ağ mimarisinde nöron sayısının artması buna sebep olmakla beraber, bu algoritmada karşılaşılabilecek bir durumdur. Fakat LM ile eğitilen hem tek hem de iki gizli katmanlı mimarilerin genel olarak iyi bir başarı sergiledikleri saptanmıştır.            
Eğitimde kullanılmamış 1000 örüntü ile ağın testi gerçeklenmiştir. Bir ve iki gizli katmanlı ağların test başarı oranları sırasıyla Tablo 2 ve Tablo 3 de gösterilmiştir. Test aşamasında dikkati çeken noktalar aşağıda belirtilmiştir.

a) Test başarı yüzdeleri ile eğitim başarı yüzdelerinin birbirine yakın değerlerde oldukları saptanmıştır. 
b) Eğitim aşamasında en iyi ve en kötü performansa sahip olan mimari ve eğitim algoritmaları, test aşamasında da aynı başarıyı sergiledikleri saptanmıştır. 
c) Tek gizli katmanlı (16x10x7 mimari, LM algoritması) için başarı yüzdeleri; şekil %99.7 ve en %98.3dir. İki gizli katmanlı (16x25x45x7 mimari, CG algoritması) için başarı yüzdeleri; şekil %99.8 ve en %100 dir.    
5. Sonuçlar

Yapay sinir ağları, koordinat bilgilerine dayalı oluşan örüntülerin ayrıştırılması ve oluşan şekle ilişkin en mesafesinin saptanması sürecinde, tanı mekanizması olarak kullanılmıştır. Çalışmada, üç farklı (CG, GD ve LM) eğitim algoritması kullanılarak ÇKA mimarileri eğitilmiştir. Koordinat bilgileri ile elde edilen şeklin saptanmasında CG ve LM algoritmaları oldukça iyi bir performans sergilemişlerdir. En-boyut mesafesinin saptanmasında aynı başarıya genel olarak ulaşılamadığı görülmüştür. Bu durum ağın genel başarı oranını da düşürebilmektedir. Yapılan çalışmalarda, en-boyut mesafesini doğru saptanmış bir ağ mimarisinin aynı zamanda şeklide doğru saptadığı görülmüştür. Bu sebepten enin doğru saptanma yüzdesi ağın başarı yüzdesi olarak dikkate alınabilir. 

Tablo 2 ve 3’de şeklin saptanma oranı, enin saptama oranından büyük olduğu görülmektedir. Rasgele oluşturulmuş şekillerin boyutları küçük olduğundan, oluşturdukları en-boyut mesafeleri de bu oranda küçük olmaktadır. Ağ ise küçük en-ölçümlerini kısmen ayrıştırabilmektedir. Bu durum ağın genel başarı oranını düşürdüğü saptanmıştır.    
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Tablo 3: İki gizli katmanlı ağ mimarisinin eğitim ve test aşamalarına ilişkin doğru saptama oranları
	N1
	N2
	Eğitim Aşaması
	Test Aşaması

	
	
	CG
	GD
	LM
	CG
	GD
	LM

	
	
	Şekil (%)
	En
(%)
	Şekil (%)
	En
(%)
	Şekil (%)
	En
(%)
	Şekil (%)
	En
(%)
	Şekil (%)
	En
(%)
	Şekil (%)
	En
(%)

	10
	10
	78.44
	89.14
	32.84
	62.8
	99.92
	86.92
	75.2
	90
	28.4
	62.9
	100
	84.7

	
	15
	98.66
	68.28
	25.38
	61.76
	99.72
	93.54
	98.6
	65.7
	23.9
	63.2
	99.7
	94.1

	
	25
	83.44
	78.08
	32.28
	62.14
	99.72
	97.76
	83.2
	78.1
	29.2
	63
	99.7
	98.2

	
	35
	81.36
	93.42
	44.76
	58.72
	BY
	81.7
	92.5
	43.5
	60.7
	BY

	
	45
	99.18
	96.46
	34.24
	50.16
	
	99.2
	96
	31.3
	50.1
	

	
	55
	99.16
	90.72
	30.44
	61.52
	
	99.5
	90.5
	26
	64.8
	

	15
	10
	84.58
	58.5
	31.76
	51.74
	BY
	84.8
	60.1
	33.3
	53.9
	BY

	
	15
	71.74
	60.56
	36.24
	74.02
	
	71.1
	62.9
	34
	75.4
	

	
	25
	96.48
	92.34
	32.8
	63.36
	
	97.4
	89.7
	29.3
	64.4
	

	
	35
	98.6
	89.08
	31.08
	78.74
	
	98.2
	88.2
	27.3
	81
	

	
	45
	99.22
	95.44
	32.7
	62.08
	
	99.4
	94.8
	31.5
	63.8
	

	
	55
	99.34
	95.84
	33.36
	84.6
	
	99.5
	96.1
	33
	86.6
	

	25
	10
	82.36
	71.8
	31.46
	58.14
	BY
	81.1
	73
	28.9
	59.2
	BY

	
	15
	95.22
	88.7
	30.04
	63.52
	
	96.6
	87.1
	27.2
	65
	

	
	25
	99.04
	93.68
	33.1
	74.32
	
	99.3
	92.8
	33.2
	76.5
	

	
	35
	97.5
	91.86
	31.64
	80.22
	
	98.4
	90.6
	27.6
	81.8
	

	
	45
	99.62
	100
	35.56
	63.44
	
	99.8
	100
	32.4
	64.7
	

	
	55
	99.58
	95.82
	46.3
	51.2
	
	99.6
	96
	42.6
	50.3
	

	35
	10
	89.68
	60.82
	41.94
	53.76
	BY
	90.1
	63.3
	39.3
	53.9
	BY

	
	15
	96.32
	79.38
	38.08
	82.02
	
	97.2
	78.8
	33.6
	84.1
	

	
	25
	99.42
	86.92
	39.48
	62.78
	
	99.6
	85
	35.6
	64.8
	

	
	35
	81.78
	93.12
	44.24
	51.92
	
	82.3
	92.7
	42.9
	52.8
	

	
	45
	81.54
	94.42
	40.26
	53.58
	
	82
	94.4
	38.2
	54.6
	

	
	55
	99.38
	95.86
	41.76
	53.28
	
	99.5
	95.8
	38.1
	53.7
	

	45
	10
	91.12
	60.92
	47.14
	66.94
	BY
	92.1
	61.6
	41.2
	68
	BY

	
	15
	75.66
	78.32
	35.3
	38.78
	
	78.5
	74.7
	34.1
	37.7
	

	
	25
	98.8
	90.42
	37.82
	76.28
	
	99
	88.7
	36.8
	78.7
	

	
	35
	83.44
	94.18
	46.48
	75.52
	
	83.1
	92
	44.3
	76.8
	

	
	45
	99.8
	97.34
	42.38
	78.26
	
	99.9
	96.3
	41.7
	80.6
	

	
	55
	99.78
	97.08
	46.8
	49.94
	
	99.7
	96.5
	42.7
	50.9
	

	55
	10
	94.72
	76.3
	48.74
	70.04
	BY
	95.4
	73.8
	46
	72.1
	BY

	
	15
	97.96
	89.28
	35.26
	41.46
	
	98.6
	87.7
	33.4
	40.7
	

	
	25
	97.78
	95.68
	40.18
	60.34
	
	98
	94.9
	37.6
	61.5
	

	
	35
	99.48
	96.5
	48.4
	54.7
	
	99.7
	95.9
	45.8
	55.2
	

	
	45
	96.16
	91
	50.88
	51.02
	
	96.4
	88.7
	48.9
	51.2
	

	
	55
	84.96
	60.1
	45.68
	87.34
	
	82.7
	91.5
	43.6
	88.4
	

	BY : Bellek Yetersiz
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