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Özetçe

Bu makalede, hastalık teşhisi için çok amaçlı genetik algoritmalar kullanılarak bir veri madenciliği yöntemi olan bulanık sınıflandırıcılar geliştirilmiştir. Çok-amaçlı genetik algoritmaların klasik yaklaşımlardan üstünlüğü, bu çalışmada sınıflandırıcıları temsil eden birçok optimum çözümler bir tek yazılım koşturmasıyla elde edilebilir. Yani, sadece bir defa eğitim örüntülerine çok-amaçlı genetik algoritma uygulanarak birden fazla çözüm elde edilmektedir. Önerilen metodun temel avantajı, sınıflandırma doğruluğunun maksimize edilmesi, kural sayısının minimize edilmesi ve toplam kural uzunluğunun minimize edilmesi gibi çelişen amaçlar için çok sayıda bulanık sınıflandırıcılar elde etmektir. İyi bilinen ve nicel nesnelere sahip medikal veri kümesi olan hepatit ile elde edilen deneysel sonuçlar test verileri üzerinde yüksek sınıflandırma doğruluğunu gösterir. 

1. Giriş

Veri madenciliği ve bulanık sınıflandırma, günümüzde birçok araştırmaya tabi tutulan ve pek çok alana uygulanan önemli araştırma konularından ikisidir. Bulanık sınıflandırmanın görevi, problem için sınıflandırma yapabilecek kapasiteye sahip kurallar üretmektir.  Bir veri yığını içerisinden anlamlı olan kuralları ve örüntüleri çıkarmak için birçok çalışma yapılmıştır. Örneğin Wu ve Chen [1], bulanık kuralları eğitim örneklerinden çıkaran ve üyelik fonksiyonlarını bloklayan bir algoritma önermişlerdir. Kaya ve Alhajj [2-4], bulanık bağıntı kurallarını bulmak için etkili yöntemler önermiştir.

Bulanık sınıflandırma dilsel terimlerle ifade edilen üyelik fonksiyonlarını kullanır. Üyelik fonksiyonları çeşitli şekillerde olmakla beraber en çok kullanılanı üçgensel üyelik fonksiyonlarıdır. Bulanık sınıflandırmada üyelik fonksiyonlarının taban değerleri uzmanların bilgisiyle ya da otomatik olarak genetik algoritma gibi evrimsel süreçlerle öğrenme aşamasında elde edilir. Genetik algoritmalar (GA), doğadaki evrim sürecini esas alan bir arama yönetimidir.  Pek çok mühendislik problemine uygulanmakla beraber, uygulanma alanı gittikçe artıp ekonomi, müzik, hastalık, planlama gibi alanlarda da başarılı sonuçlar vermiştir [5]. 

Bu makale, hastalık teşhisi yapmak için uygun bulanık kurallar kümesini çıkarmayı amaçlamıştır. Hastalık teşhisi için, bulanık sınıflandırma ve genetik algoritma birlikte kullanılmıştır. Hastalık verilerinin sahip olduğu nicel nesnelerin üyelik fonksiyonu taban değerlerinin ayarlanması yine bu çalışmasının konusudur. 

Kullanılan çok-amaçlı genetik algoritmada üç amaca göre çözüm aranır. Bu bağlamda amaç, kural sayısı az, anlaşılabilir ve sınıflandırma doğruluğu yüksek sınıflandırıcılar elde etmektir. Çok-amaçlı genetik algoritmalarda sayısal bir değere sahip uygunluk fonksiyonu yerine daha çok kullanıcının tercihine bırakılan bir uygunluk dizisi mevcuttur. 

Makalenin bundan sonraki bölümleri aşağıdaki gibi belirlenmiştir: İkinci bölümde veri madenciliği ve sınıflandırma hakkında temel bilgi verilmiştir. Üçüncü bölümde çok amaçlı genetik algoritmalardan bahsedilmiştir. Dördüncü bölümde geliştirilen bulanık sınıflandırıcı etmenler tanıtılmıştır. Beşinci bölümde ise elde edilen uygulama sonuçları karşılaştırmalı olarak verilmiştir. Altıncı bölümde de elde edilen sonuçlar tartışılmıştır. 

2. Veri Madenciliği ve Sınıflandırma

Veri madenciliği, organizasyonların karar aşamaları için yeni bilgiler üreten ya da gelecekle ilgili tahminler ve planlar yapmamızı sağlayan bir dizi teknikler ve anlayışlar bütünü olarak tanımlanmaktadır [6,7].

Karar aşamalarında çok kritik bazı bilgiler vardır ki, sonuçların etkileri bu bilgilerin doğruluğuyla orantılıdır. Birçok durumda cevabı tam olarak alınamayan sorular doğrultusunda karar verilebilir. Müşterilerin ilgi alanları, satıcıya karşı olan bakış açıları, rakip firmalara olan ilgileri, markalara olan bağlılıkları, gelir düzeyleri gibi bilgiler onlara sağlanan mal ve hizmetlerin kalitesi üzerinde çok net etkiler yapacaktır. Bu tür bilgiler teorik olarak her ne kadar sistemlerde kayıt altında olsa da, kullanılabilir bir şekilde açık ve net cevaplara ulaşabilmesi mevcut kullanımdaki sistemlerle neredeyse imkânsız denecek kadar zordur.

Eskiden süper marketteki kasa basit bir toplama makinesi olup, müşterinin o anda satın almış olduğu malların toplamını hesaplamak için kullanılırdı. Günümüzde ise kasa yerine kullanılan satış noktası terminalleri sayesinde bu hareketin bütün detayları saklanabiliyor. Saklanan bu binlerce malın ve binlerce müşterinin hareket bilgileri sayesinde her malın zaman içindeki hareketleri ve eğer müşteriler bir müşteri numarası ile kodlanmışsa bir müşterinin zaman içindeki verilerine ulaşmak ve analiz etmek olasıdır.

Çok büyük veri yığınları altında saklı olan bu bilgilere ulaşmak için uzun yıllar boyunca yapılan çalışmaların neticesinde bir dizi yöntem geliştirilmiştir. Veri madenciliği uzun yıllardır, özellikle batı ülkelerinde üzerinde çalışılan bir konu olmasına rağmen, gerçek hayatta yazılım endüstrisinin son yıllarda üretmiş olduğu ileri teknoloji ürünü yazılımlar ile kullanılmaya başlanmıştır [7].
Veritabanları akıllı kararlar verebilmek için kullanılabilecek zengin gizli bilgiler içerirler [8]. Sınıflandırma ve tahmin, önemli veri sınıflarını tanımlamak ve gelecekteki trendi tahmin etmeye yarayacak modelleri oluşturmak için kullanılan veri analizi türleridir. Sınıflandırma kategorik etiketleri tahmin etmekte kullanılırken, tahmin modelleri ise sürekli değer alan fonksiyonlar için kullanılırlar.
Veri sınıflandırması iki aşamalı bir süreçtir. Birinci aşamada, önceden belirlenmiş veri sınıfları ve kavramlar kümesini ifade eden modeller oluşturulur. Model, nesnelerle tanımlanan veritabanı parçacıkları analiz edilerek oluşturulurlar. Her parçacığın önceden tanımlanmış, bir nesne tarafından belirlenen bir sınıfa ait olduğu varsayılır. Sınıflandırma alanında veri parçacıkları örnekler ve nesnelerdir. Eğitim veri kümesinde yer alan parçacıklar toplu olarak analiz edilerek model oluşturulur. Eğitim veri kümelerini oluşturan parçacıklara eğitim örnekleri denir ve örnek popülasyondan rasgele elde edilirler. Her bir eğitim örneğinin sınıf etiketi bilindiğinden bu aşamada eğitimli öğrenmedir. 

Tipik olarak, öğrenilmiş model sınıflandırma kuralları, karar ağaçları ve matematiksel formüllerle ifade edilir. Örneğin, müşterinin kredi bilgileri kullanılarak, kredi puanları sınıflandırma kuralları öğrenilebilir. Bu kurallar ileride karşılaşılacak veri kümelerini sınıflandırmak ve veritabanı içeriğini daha rahat anlamak için kullanılırlar. 

İkinci aşamada model sınıflandırmak için kullanılır. Öncelikle sınıflandırıcının tahmin doğruluğu hesaplanır. Bu metot sınıflanarak etiketlenmiş örnekleri kullanan basit bir metottur. Bu örnekler eğitim örneklerinden bağımsız olarak ve rasgele seçilirler. Bir modelin bir test kümesindeki doğruluk oranı, model tarafından doğru olarak sınıflandırılan örnek test kümelerinin yüzdesel oranıdır. Her bir test örneği için bilinen sınıf etiketi bu örnek için öğrenilmiş modelin sınıf tahminiyle karşılaştırılır.
3. Çok-Amaçlı Genetik Algoritmalar

3.1. Çok-Amaçlı Optimizasyon

Çok amaçlı optimizasyon tek amaçlı optimizasyondan farklı olarak, aynı anda birbirleriyle çelişen amaçların (performans ve maliyet gibi) olduğu problemlerle uğraşır. Örneğin, karmaşık bir donanım tasarımı düşünüldüğünde en yüksek performans hedeflenirken maliyetlerin de minimize edilmesi gerekmektedir. Yukarıda bahsedildiği gibi birden fazla amaç olduğunda bunlardan bazıları kısıt olarak tanımlanabilir. Örneğin, bir sistem yüksek performans ve düşük maliyet ile optimize edilirken, sistemin belirli boyutları geçmemesi ayrı bir optimizasyon kriteri olarak tanımlanabilir. Böylece, bir çok amaçlı optimizasyon problemi aşağıdaki gibi formüle edilebilir [9] ve bir amaçlı optimizasyon problemi genel olarak aşağıdakileri içerir:
—bir parametre kümesi(karar değişkenleri),a

—amaç fonksiyonları kümesi, b

—kısıtlar kümesi, c

—ve amaç fonksiyonları ve kısıtlar karar değişkenlerinin fonksiyonlarıdır.

Matematiksel olarak bir optimizasyon problemi aşağıdaki şekilde gösterilebilir:

Min/max y:f(x)= (f1(x), f2(x), ..., fb(x))

Kısıtlar  e(x) = (e1(x), e2(x), ..., ec(x)) ≤ 0



x = (x1, x2, ..., xa)  X

y = (y1, y2, ..., yb)  Y,


Burada x karar vektörü, y amaç vektörü, X karar uzayı, Y amaç uzayı olarak isimlendirilir ve e(x) ≤ 0 kısıtları olası çözümleri belirler. 
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Şekil 1. Pareto’nun optimalite kavramı

Yukarıdaki tanımlamalar dikkate alınarak, amaçlarımız performans (f1) ve maliyet fonksiyonunun zıttı olan ucuzluk (f2) fonksiyonlarının sınırlayıcı şartları (e1) altında maksimize edilmesidir.

O zaman, optimum dizayn, maksimum performansı, minimum maliyet ile sağlar ve kısıtları aşmaz. Eğer böyle bir çözüm olsaydı, yani her bir amaç için optimum olan çözüm diğeri için de optimum olsaydı aslında sadece tek amaçlı optimizasyon probleminin çözülmesi gerekirdi. Fakat çok-amaçlı optimizasyonu zorlaştıran genelde bu amaç fonksiyonlarının optimum çözümlerinin birbirinden farklı olmasıdır.  

Şekil 1’de amaç fonksiyonları olarak bulanık kuralların destek ve güven değerleri gösterilmektedir. Şekil’de gösterildiği gibi bir çözümde yer alan karar vektörü amaç değerleri açısından bir diğerinden daha iyi, daha kötü, eşit veya farksız olabilir. Daha iyi olması demek çözümün hiçbir amaç değerinin diğer çözümlerin amaç değerlerlerinden düşük olmaması ve en az bir amaç değerinde daha yüksek olması demektir.  Örneğin şekilde B ile temsil edilen çözüm A çözümünden daha kötü ve C çözümü ise A çözümünden daha iyidir.  Fakat C ile D çözümleri için biri diğerinden daha iyidir denilemez. Bunun sebebi amaç değerlerinden birinin bir çözümde, diğerinin ise diğer çözümde yüksek olmasıdır.

Bu kavram kullanarak optimum çözüm arama uzayında hiçbir diğer çözüm tarafından domine edilemeyen çözüm olarak tanımlanabilir. Böyle bir çözüm, Pareto’nun optimum çözümü olarak da isimlendirilebilir. Şekilde noktalı çizgiyle gösterilen çözümler ise Pareto’nun optimum çözüm kümesidir. Böyle bir optimizasyon probleminde amaçlar birbiriyle çakışır ve aynı anda optimize edilemezler. Bunun yerine tatmin edici bir tercih çözümü bulunmalıdır. Bu nedenle uygun tercih seçimi için bir karar verme süreci gerekir.

3.2. Çok-Amaçlı Genetik Algoritmalar

Gerçek dünya problemleri karmaşıktır ve iyi bir çözüm için birden fazla amacın sağlanması gerekmektedir. Birçok proje tek bir fonksiyona dayalı bir yaklaşımla çözüm getirmektedir. Bu basit yaklaşım pek çok durumda çok etkin değildir. İlk olarak amaçlar sık sık birbirleriyle çatışabilmektedir. İkinci olarak amaçlar sık sık aday çözüm kalitesine uygun olmayabilir ve farklılıklar gösterebilir. Çok amaçlı GA’larda bu iki durum da minimize edilmektedir.  Genetik algoritmanın doğal ve evrimsel yapısı çok amaçlı yapı için de uygundur. 

Pareto en uygun çözümü, çok amaçlı GA’nın doğasına çok uygundur [5]. Goldberg’in [10] seçme algoritması ise [9, 11]’de önerilen çok amaçlı evrimsel algoritmayı kullanır. 

Çok amaçlı genetik algoritmalarda birden fazla amaca aynı anda bakılır. Yani tek bir en uygun çözüm yoktur. Amaçlar arasında bir tercih yapılarak bir çözüm kümesi seçilebilir [9] . Bu yöntemle kullanıcı spesifik problem için olası çözümlerden birini seçebilir. Böylece kullanıcı yüksek kaliteli çözümleri inceleyerek amaçlar arasında bir tercih yaparak bir çözüm kümesi seçme fırsatı bulacaktır. Bu yöntem kullanıcıyı tek bir çözüm kümesine zorlamaktan daha iyi bir yöntemdir. 

Çok amaçlı GA’ların tercih edilmesinin nedenleri şunlardır:

1. Genetik algoritmalar arama uzayının geniş olmasından dolayı güçlü bir algoritmadır.


2. Genetik algoritmalar global bir arama yöntemidir ve greedy arama metotlarından daha kolay bir şekilde nesneler ile iletişime girmektedir.

3. Genetik algoritmalar, çok amaçlı problemleri çözmek için bir aday çözüm kümesiyle çalışır.
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Şekil 2. İki amaçlı problem örneği

Şekil 2’de A çözümü düşük kural uzunluğuna sahip ama hata oranı yüksek, D çözümü ise düşük hata oranına ancak yüksek kural uzunluğuna sahiptir. Her iki amaç önemli olduğundan; A çözümü D’den daha iyidir ya da tam tersi söylenemez. Diğer taraftan C çözümü D’den daha kötüdür denebilir. Bu çalışmada üç amaçlı bir problem önüne alınmıştır. Burada amaç yüksek sınıflandırma performansına sahip az sayıda nesne içeren az sayıda “EĞER-İSE” bulanık kurallar kümesi bulmaktır. Bu işlem sınıflandırma doğruluk oranını maksimize etmek, seçilen kural sayısını minimize etmek ve toplam kural uzunluğunu minimize etmektir.
4. Çoklu-Amaçlı Genetik Algoritmalarla Bulanık Etmenlerin Geliştirilmesi

Bu çalışmada, çok amaçlı GA kullanılarak otonom bir şekilde hastalık teşhisi yapılmak istenmiştir. Hastalık teşhisi için bulunacak kurallarda yüksek sınıflandırma doğruluk oranı, az sayıda kural ve az sayıda nesne şartları aranmaktadır. Kural sayısının az olmasının istenme sebebi, az sayıda kural içeren kural seti ile verilerin daha hızlı sınıflandırılmasıdır. Yani ne kadar az kural olursa, veriler o kadar az zamanda sınıflandırılır. Nesne sayısı azaldıkça kuralın anlaşılabilirliği artmaktadır. Yani kural setinin az sayıda nesne içermesi, o kural setinin daha az karmaşık olduğunu gösterir.  Yapılan birçok çalışmada üyelik fonksiyonu taban değerleri uzman bilgisine dayanarak alınmıştır. Bu çalışmada ise hastalık teşhisi için bulanık sınıflandırma kural setleri bulurken, aynı zamanda nicel değerlere sahip nesneler için üyelik fonksiyonu taban değerleri ayarlanmaktadır. Üretilecek olan kurallar nesne için önerilen üyelik taban değerleri üzerinden hesaplanarak bulunur. Bulunacak olan kurallarda sadece nicel değerli nesneler değil, aynı zamanda iki değerli nesneler de yer almaktadır. Kural çıkarımı için geliştirilen algoritma hepatit veri kümesine uygulanmıştır. 

Hepatit veri kümesinin kullanılma nedenleri arasında, bu veri kümesinde de nesne sayıları ve özellikle de nicel nesne sayılarının yüksek olması ve daha önceki çalışmalarda yüksek hata oranı ile sınıflandırılmaları sayılabilir. 

4.1. Hepatit Veritabanının Özellikleri

Hastalık teşhisi için, http://www.ics.uci.edu/~mlearn/MLRepository.html sitesinden alınan hepatit veri kümesi kullanılmıştır. 

Hepatit veri kümesinde 6 tane nicel değerli,  13 tane de 2 değere sahip(1 veya 2 ) nesne olmak üzere toplam 19 nesne vardır. Sınıf sayısı “die”(1) ve  “live”(2) olmak üzere 2 tanedir. Üzerinde çalışılan veri seti 155 örnek içerir bunlardan 32’si die, 125’i live sınıfına aittir. Aşağıda nesneler ile ilgili detaylar gösterilmektedir:
 1. SINIF: ölür, yaşar
 2.Age: 10, 20, 30, 40, 50, 60, 70, 80

 3. Sex: male, female

 4. Steroid: no, yes

 5. Antivirals: no, yes

 6. Fatigue: no, yes

 7. Malaise: no, yes

 8. Anorexia: no, yes

 9. Liver Big: no, yes

10. Liver Firm: no, yes

11. Spleen Palpable: no, yes

12. Spiders: no, yes

13. Ascites: no, yes

14. Varices: no, yes

15. Bilirubin: 0.39, 0.80, 1.20, 2.00, 3.00, 4.00

16. Alk Phosphate: 33, 80, 120, 160, 200, 250

17. Sgot: 13, 100, 200, 300, 400, 500, 

18. Albumin: 2.1, 3.0, 3.8, 4.5, 5.0, 6.0

19. Protime: 10, 20, 30, 40, 50, 60, 70, 80, 90

20. Histology: no, yes

4.2. Önerilen Yöntemin Hepatit Veritabanına Uygulanması

Hepatit veritabanında bulunan nicel değerli nesneler için minimum ve maksimum değerler verilmiştir. Üyelik fonksiyonu taban değerleri üretilirken buradaki minimum ve maksimum değerlere göre üretilmektedir. Nicel değerli nesneler için minimum ve maksimum değerler içerisinde bir bulanıklaştırma işlemi yapılır. Bulanıklaştırma yapılırken üyelik fonksiyonu sayısı; küçük, orta ve yüksek olmak üzere 3 belirlenmiştir Yani bu minimum ve maksimum değerler arasında olmak kaydıyla üç üçgensel üyelilik fonksiyonun taban değerleri için l, c, r değerleri üretilir. Cinsiyet(sex) nesnesi için bayan=1 ve erkek=2 ve aynı şekilde, hayır(no) ve evet(yes) değerleri alan diğer nesneler için hayır=1 ve evet=2 ile temsil edilir.  Benzer şekilde “ölür” sınıfı 1 ve  “yaşar” sınıfı 2 ile gösterilmektedir.

4.3. Kromozom Yapısı

Genetik popülasyonun boyutu 100 olarak belirlenip, her 2 sınıf için de üretilen kurallar aynı kromozomda yer almaktadır. Gende nicel değerli nesneler 4, 2 değere sahip (hayır-evet, erkek-bayan)  nesneler ise 2 gen ile temsil edilir. Örneğin “alk phospate” nesnesi için minimum ve maksimum değerler 33-250’dir.  “Alk phospate” nesnesi için 4 haneli gen aşağıdaki gibi üretilebilir:

                                             l              c                  r

	1 veya 0
	   38
	125
	200



     Nesne kuralda var

ya da yok

           Üyelik fonksiyonları taban değerleri

Şekil 3.  Nicel değerli bir nesnenin gen yapısı

Yukarıda rasgele olarak üretilen taban değerleri için üyelik fonksiyonları şekil’deki gibi olmaktadır:
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Şekil 4. Üyelik fonksiyonu taban değerlerinin ayarlanması

Diğer değerler için üyelik fonksiyonu olmayıp onlar için gen yapısı şu şekilde tanımlanmıştır:
	0 veya 1
	1 veya 2


                              a                              b

Şekil 5. Cinsiyet nesnesi için tanımlanan gen yapısı
Yukarıdaki şekilde;
a değeri: 0 veya 1, bu nesne için kuralda bulunup bulunmama durumunu gösterir.

b değeri: 1 veya 2 ise sırasıyla bayan ve erkek cinsiyetlerini temsil eder.
4.4. Uygunluk Değerlendirmesi

GA’larda kullanılan uygunluk fonksiyonları, üretilen çözümün ne derece iyi bir çözüm olduğunu değerlendirmek için kullanılır. GA’larda, genelde uygunluk değeri yüksek olan çözüm daha iyi bir çözüm olmaktadır. 

Bu çalışmada çok-amaçlı GA kullanıldığından uygunluk bir tek fonksiyon değildir. Burada kullanılan uygunluk, her bir çözümün 3 değere sahip olduğu bir dizi tarafından temsil edilmektedir. Uygunluk dizisinde bulunan 3 değer; sınıflandırma doğruluğu, kural setindeki toplam kural sayısı ve kural setlerinde bulunan toplam nesne sayısıdır. Burada uygunluk değerleri bir fonksiyona tabi tutulup sonuç olarak tek bir değer elde edilmez. Kullanıcının giriş ekranından girdiği kural sayısı ve doğruluk değerini aşan kurallar kullanıcıya seçenek olarak sunulur.  Aşağıda örnek bir uygunluk dizisi verilmiştir:

	Doğruluk %
	Toplam kural
	Toplam nesne

	95
	5
	13


Tablo 1. Örnek uygunluk dizisi

4.5. Önerilen Algoritma

Başlangıç değerleri:

Popülasyon boyutu: 100

Çaprazlama olasılığı: 0.8

Mutasyon olasılığı: 0.01

Durdurma kıstası: 1000 iterasyon

Minimum doğruluk: %70

Maksimum kural sayısı:5

Adım 1:  Başlangıç Popülasyonu üretilir
Adım 2:  For 1 to 1000 do

Adım 3:
Üretilen başlangıç popülasyonuna göre kural setleri üretilir.
Adım 4 :
    Kural setlerinin üyelik değerleri hesaplanır

Adım 5:
Seçme kriterlerine uygun olan kurallar seçilir

Adım 6:
    Çaprazlama ve Mutasyon İşlemleri yapılır
Adım 7:
İstenen amaçlara uygun kromozomlar kural setine alınır

Adım 8:  End

Şekil 6. Önerilen algoritma
5. Uygulama Sonuçları

Uygulama yazılımı gerçekleştirilirken Visual Studio.NET programlama ortamı kullanılmıştır. Testler Pentium C2D 1.83GHz işlemciye ve 1 GB RAM’e sahip bir bilgisayarda yapılmıştır.
Aşağıda önerilen yöntemle elde edilen sonuçlar. Her bir çözüm bir sınıflandırıcı kümesi olarak kullanılmaktadır. Bulunan en iyi 3 sınıflandırıcı aşağıda gösterilmektedir. Tablo 2 ve Tablo 3 birinci çözümdeki sonuçları verir.
Tablo 2. 1 nolu bulanık sınıflandırıcının uygunluk dizisi
	
	Doğruluk
	Kural sayısı
	Toplam nesne

	Eğitim
	%82,2
	3
	18

	Test
	%79,3
	3
	18


Tablo 3. 1 nolu bulanık sınıflandırıcının nicel nesneler için önerdiği taban değerleri

	Nicel nesneler
	Taban değerleri (l,c,r)
	Taban değerleri (l,c,r)

	
	Sınıf 1(ölür) için
	Sınıf 2(yaşar) için

	Bilirubin
	0,48    0,70     3,03
	0,6     1,85      3,13

	Alk phosphate
	48      94     140
	58      94       113

	Sgot
	201      218     240
	71      189       325

	Albümin
	2,5      3,1       3,4
	2,3     4,4        5,0

	Protime
	75       82       86
	23      43         47

	Age
	17       19       21
	18       43        67


Tablo 4 ve Tablo 5 ikinci çözümdeki sonuçları gösterir.

Tablo  4. 2 nolu bulanık sınıflandırıcının uygunluk dizisi
	
	Doğruluk
	Kural sayısı
	Toplam nesne

	Eğitim
	%79,6
	3
	12

	Test
	%76,1
	3
	12


Tablo 5.  2 nolu bulanık sınıflandırıcının nicel nesneler için önerdiği taban değerleri
	Nicel nesne
	Taban değerleri (l,c,r)
	Taban değerleri (l,c,r)

	
	Sınıf 1(ölür) için
	Sınıf 2(yaşar) için

	Bilirubin
	0,55   2,13   2,67
	0.55   1.78   2.39

	Alk phosphate
	68     124   189
	56      66     134

	Sgot
	34     278   369
	143    263   325

	Albumin
	2,4    3,0    3,4
	 2,0     3,5    5,1

	Protime
	14     32     61
	23     37    45

	Age
	45     52     65
	19     43     56


Üçüncü çözümdeki sonuçlar Tablo 6 ve Tablo 7 de verilmiştir.

Tablo  6. 3 nolu bulanık sınıflandırıcının uygunluk dizisi
	
	Doğruluk
	Kural sayısı
	Toplam nesne

	Eğitim
	%74,3
	3
	8

	Test
	%71,2
	3
	8


Tablo 7.  3 nolu bulanık sınıflandırıcının nicel nesneler için önerdiği taban değerleri

	Nicel nesneler
	Taban değerleri (l,c,r)
	Taban değerleri (l,c,r)

	
	Sınıf 1(ölür) için
	Sınıf 2(yaşar) için

	Bilirubin
	1,45  2,19   2.92
	2.12    3.71   3.94

	Alk phosphate
	 94    131    148
	128     167    223

	Sgot
	 123   236    323
	124     198     310

	Albumin
	 2,2     2,9    4.0
	2,2       2.5     4,7

	Protime
	 60      71     81
	23        28      39

	Age
	 43     59      62
	35        55      62


Bir kural setine ait kural sayısının az olması istenen bir durumdur çünkü sınıflandırma süresi ile kural sayısı doğru orantılıdır. Yani sınıflandırma doğruluğu eşit olan iki kural setinden kural sayısı az olan daha kısa sürede sınıflandırma yapabilir. Kural setindeki nesne sayısının az olması ise yine istenen bir durumdur. Bu da kuralın anlaşılabilirliğini artırır ki bu sınıflandırma işlemi için önemlidir
6. Sonuçlar
Bu çalışmada hastalık teşhisinde kullanılmak üzere bulanık bireysel sınıflandırıcılar için bir yöntem önerilmiştir.  Sınıflandırıcılar geliştirilirken çok-amaçlı GA kullanılarak, birden fazla amacın optimizasyonu sağlanmaktadır. Klasik GA’da kullanılan uygunluk fonksiyonu çok amaçlı-GA’da üç boyutlu bir uygunluk dizisine dönmektedir. Dolayısıyla bu uygunluk değerlendirmesinde bir çözüm kümesinin uygunluk değeri bir sayısal değer yerine, üç sayısal büyüklükten oluşmaktadır. Uygunluk değerlendirilmesindeki amaçlar, kural sayısının az, sınıflandırma doğruluğunun yüksek ve nesne sayısının az olmasıdır. Çok amaçlı-GA kullanarak üretilen çözüm kümesinin esnek olması, yani bir tek çözüm değil, birden fazla çözümün kullanıcıya önerilmesi sağlanmıştır. 

Önerilen algoritma hepatit hastalık veri kümesinde test edilmiştir. Elde edilen sonuçlar umut verici düzeydedir. Öyle ki sınıflandırıcıların hata oranları, önerilen yeni yöntemle daha önceki çalışmalara göre kural sayısı ve nesne uzunluğunda bir artış olmaksızın azalmıştır [12, 13]. Bu çalışma aynı zamanda, genelde uzman bilgisine dayalı olarak elde edilen bulanık küme taban değerlerini nesnelerin alabileceği değer aralığında olacak şekilde her sınıf için farklı ve otomatik olarak önermektedir.
7. Teşekkür
Bu çalışma TÜBİTAK tarafından 106E199 nolu Araştırma projesi olarak desteklenmiştir. Desteğinden dolayı TÜBİTAK’a teşekkür ederiz.
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